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１．はじめに
 火山地域や地熱地域の熱水流動は，地下の温度や圧力と

いった状態量や浸透率などの地殻物性値の分布に影響を受

ける．そのため，熱水システムの理解や地熱資源の開発に

おいて，これらの分布を把握することは重要である．しか

しながら，地下を直接的に計測できるのは，坑井が掘削さ

れた位置のみであり，これらの限られた計測データから地

下の温度や圧力，浸透率等の分布をモデル化する手法の開

発が求められる．

このようなモデル化において，一般的に数値シミュレー

ションが用いられる．計測されたデータを基に数値シミュ

レーションの物性値や境界条件を調整する手法は，数値シ

ミュレーションのキャリブレーションと呼ばれる．一方，

近年では，ニューラルネットワーク等の機械学習を用いた

方法が提案され，成果を挙げつつある（Ishitsuka et al.,
2018）．機械学習を用いることで計測データを基に，より少

ない仮定でモデル化を行うことができる点が特徴である．

しかしながら，熱水システムのような物理的な現象をモデ

ル化の対象とした場合，機械学習によって予測されたモデ

ルが物理的な法則を満たすかどうかを述べることは難しい

という課題があった．

そ の た め ， 本 研 究 で は ， 物 理 法 則 で 得 ら れ た

Physics-informed ニューラルネットワーク（PINN）を用い

て熱水システムの温度，圧力，浸透率をモデリングする手

法を開発した．PINN は，Raissi et al. (2019)で提案された

手法で，ニューラルネットワークを用いて偏微分方程式で

記述される物理法則を満たすような予測を得る手法である．

また，開発した手法は，実際の地熱地域を模擬したデータ

を用いて検証を行った．この検証において，温度のモデル

化精度は良好であるものの，坑井から離れた位置において

は，浸透率の分布を適切にモデル化することは難しいこと

が分かった．そのため，既知の地質・地球物理データから

解釈される浸透率構造を事前学習し，この学習済ネットワ

ークを用いて転移学習することで，この課題を解決できる

か検討した．

２．手法の概要および検証用データ
3.1 Physics-informed ニューラルネットワーク 

PINN は，損失関数に偏微分方程式で記述される物理法則

と境界条件を組み込むことによって，物理法則に従う予測

を可能とする．本研究では，物理法則として，定常状態の

熱水流動の質量保存則とエネルギー保存則を用いた．また，

状態方程式として，純水の単相状態を仮定した．これらの

方程式は，定常状態における熱水シミュレーションでも用

いられるものである．境界条件は，Dirichlet 境界条件と

Neumann 境界条件のどちらも考慮できるようにした．また，

ニューラルネットワークのアーキテクチャとして，4 層かつ

各層 50 ノードの全結合型ニューラルネットワークを用い，

入力を座標値とし，出力を温度，圧力，浸透率とした．

また，転移学習では，既存の地質データや地球物理デー

タから，真の浸透率分布とは同一ではないが，類似してい

る数値モデルを作成できるとし，数値モデルを事前学習し

てから，転移学習によって一部のネットワークを学習した． 
3.2 検証に用いた数値モデル

検証には，インドネシアの Lahendong 地熱地域（Brehme 
et al., 2016）を模擬したモデルを用いた．Lahendong 地域

の浸透率構造は高傾斜の断層に規定されていることが知ら

れており，断層に挟まれた領域は浸透率が周囲よりも高く

なっている．この大局的な地質構造を参考に，各地質ブロ

ックの浸透率の値や境界条件は本研究で独自に設定した．
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また，転移学習を応用した手法の検証には，一般的な地熱

地域を単純化した数値モデルを用いた．なお，定常状態の

温度と圧力の計算は TOUGH2（Pruess et al., 1999）を用

いて行った．この数値モデルから，坑井位置を仮定し，そ

の位置での温度，圧力，浸透率を疑似的な計測データとし

た．仮定した坑井は，地表から大よそ等間隔で，鉛直方向

に掘削されているとした．

予測値の誤差を定量化するため，坑井を仮定した深度区

間を内挿深度区間，それよりも深部の深度区間を外挿深度

区間として，パーセント誤差で評価を行った．

  (1) 

ここで， および は，疑似データおよび予測値（温

度，圧力，浸透率の対数値のいずれか）を表す．初期値を

変えて 10 試行行い，誤差の平均値を用いた．  

３．結果および考察
3.1 PINN で予測した温度・圧力・浸透率分布 

Lahendong地域を模擬した数値モデルを対象に PINNで

予測した温度，圧力，浸透率を第 1 図に示す．これらの予

測した物理量において，温度や圧力については，数値モデ

ルの分布を大よそ再現できていることが分かる．一方，浸

透率の分布は全体の傾向を予測できているものの，坑井が

存在しない位置の地質境界を明瞭に予測することはできて

いない．

数値モデルと予測値とのずれを式(1)のパーセント誤差で

定量化したところ，温度の内挿および外挿深度区間の誤差

は，1.6%と 3.4%であり，圧力の内挿および外挿深度区間の

誤差は，0.52%および 1.5%であった．また，浸透率の対数

値の内挿および外挿深度区間の誤差は，それぞれ 0.82%と

2.1%であった．坑井データを基に分布の予測を行っている

性質上，内挿深度区間と比較して，外挿深度区間の誤差が

大きくなっていることが分かる．

PINN の予測値と比較を行うため，損失関数に物理法則や

境界条件を考慮しないニューラルネットワークを用いて，

同様に温度，圧力，浸透率の予測を行った．その結果，予

測された温度の内挿および外挿深度区間の誤差は，1.6%お

よび 7.8%であり，特に外挿深度区間において，物理法則お

よび境界条件を用いることで温度の予測誤差が低減してい

ることが分かる．また，圧力の内挿，外挿深度区間の誤差

は 0.53%と 1.5%，浸透率の対数値の内挿，外挿深度区間の

誤差は，0.69%および 2.0%であり，PINN と NN で大きな

違いは見られなかった．

3.2 PINN への転移学習の応用 
 坑井が届いていない位置に特徴的な浸透率構造が存在す

る数値モデルに適用した場合，坑井データを用いるだけで

は，その浸透率構造を十分に予測することができなかった．

一方，転移学習を応用することで，それらの構造を予測す

ることが可能となった．

 具体的には，今回検証に用いた数値モデルでは，高傾斜

の断層を模擬した高浸透率ゾーンと深部に位置する低浸透

率の基盤には坑井が届いておらず，坑井データのみでは，

これらの構造を予測することはできなかった．一方，類似

する数値モデルを PINN で事前学習を行うことによって，

これらの浸透率構造の存在を示唆することができた．

４．まとめ
 本 研 究 で は ， 熱 水 シ ス テ ム を モ デ ル 化 す る

physics-informed ニューラルネットワークを実際の地熱地

域を模擬した数値モデルを用いて検証した．この手法によ

って，物理的により妥当な温度，圧力，浸透率分布を得る

ことを示した．坑井データが存在しない位置での浸透率分

布の予測精度は十分でないが，転移学習を応用することで

この課題を解決できる可能性を示した．

第１図 Physics-informed ニューラルネットワークで予測 
した a.温度，b.圧力，c.浸透率の分布．各図の白線は，坑井位置を

表す．
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