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１．はじめに 
 地下の温度分布は, 地熱開発において重要であり，熱源

の発見や，地熱エネルギー開発時の規模の検討などに使用

されている. 特に，地熱発電開発前後の熱水循環パターン

の変化や，地熱発電の持続性を議論するための基礎情報で

ある. 温度分布は主に，試掘時や開発時の坑井での直接的

な温度測定に基づくことが多い。これらの坑井には深さ

3000 m を超えるものも見られるが, 掘削には多額の費用と

環境負荷が伴うため, 坑井数は限定されることが多い. そ
こでより高精度・高分解能での温度分布の推定を目的とし

て，ニューラルネットワークを用いて温度を推定する試み

が近年見受けられている. 例えば Spichak and Zakharova 
(2012)や Maryadi and Mizunaga (2022)では, 坑井位置で

比抵抗と温度との関係を学習させて, 地表で得られる比抵

抗データから坑井以外の温度推定を行っている. Gu et al. 
(1997)では, ニューラルネットワークの学習にセミバリオ

グラムを加えることで, 坑井の温度データのみを用いた地

中温度の推定が提案されており, これによって坑井以外の

温度を推定する手法に関する情報を得ることができる. し
かしながら, 既存データに対して物理探査で得られる地震

波速度分布を加えたり，ニューラルネットワークの最適化

によって，温度の推定精度の向上が期待されると考えられ

る. そこで本研究では, 温度推定値の最適解が得られるよ

うなニューラルネットワークの計算モデルを作成し, その

手法に関する議論を試みた. また, 地表観測で得られる比

抵抗と地震波速度を用いて地中温度の推定を行い, この手

法で坑井以外の地点での温度が推定できるかどうか検証を

行った.  

２．手法 
2.1  使用データ 
 深部流体の温度シミュレーションソフトである

Hydrotherm (USGS 提供) とそれに含まれている温度デー

タを用いた. 水平距離が x = -1.88 ~ 7.25 km, 深さが z = 0
~ 1.97 km であり (図 1), 高温岩体（熱源）を x =-0.73 ~
0.73 km, 深さ 2 km 以深に置いた. 初期温度は 950 ℃, 透

水係数は高温岩体を 1.0×10ିଵସ 𝑐𝑚/𝑠, 岩盤を 1.0×10ିଵଵ 
𝑐𝑚/𝑠 とし, 10,000 年後の温度構造を使用した. 比抵抗と地

震波速度データは, この温度分布を基に, 既存の岩石の室

内測定結果に基づいて作成した (図 2 および 3) . さらに地

下構造を実際の地熱地域に類似したものに近づけるために, 
より複雑な地下構造（基盤＋堆積層）に対する，温度推定も

試みる。具体的には，数値シミュレーションにより温度分布

を求め，室内実験結果から比抵抗・地震波速度といった観測

データを作成して, ニューラルネットワークを用いて地温

温度分布の推定を試みた. 

2.2 ニューラルネットワーク 
 入力層(入力データ)は水平・鉛直位置の情報（x と z）, 比
抵抗（ρ または logρ）, 地震波速度（𝑣௣）を採用し，出力

層(出力データ)は温度Tとした. 中間層と出力層における活

性化関数として ReLU 関数を用いた. 使用した学習アルゴ

リズムは一般的な誤差逆伝播法と勾配降下法である. 地中

の各地点での温度や比抵抗などのデータセット 121 個のう

ち 22 個 (坑井 2 本分) を, その学習が上手く行われたか検

証するテストデータとして（図 1）, 残る 99 個を学習デー

タとして使用した. 本研究では，地中の各点でのデータセッ

ト{x, z, ρ または logρ}に対して，入力データの組み合わ

せの変化や, ニューラルネットワークを構築するパーセプ

トロンの数 (中間層の数 ＆ 中間層 1 層あたりのパーセプ

トロン数) を変化させた上で, 地温分布推定に最も適切な

計算モデルの議論を行った．さらにこれらのデータセット

に𝑣௣を追加して，同様に地中分布推定を行った.

３．結果と考察 
 入力データが位置情報 x と z, 比抵抗 logρの場合につい

て深層学習により温度推定を実施した．本研究の場合では，

パーセプトロン数が 20 個のときに，最も地温分布推定の精

度が高かった (図 4) . Cost function と RMS misfit の値は

パーセプトロン数の変化によって変動が見られるが, パー

セプトロン数 20 個のとき, 両方の値が小さくなっているこ

とから, このときが最適な計算条件であると考えられる.
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さらに，地震波速度と比抵抗の両方の空間分布がある場合

は, 推定温度は合成温度とより良い一致を示した. この場

合は，推定値と正解値の誤差は平均して 1 ℃未満であった.
最適な中間層は 3 層であったため，いわゆる深層学習（デ

ィープラーニング）と言える．このような高精度な温度推定

に成功した理由は，本研究で作成した地震波速度データが

温度と密接（線形）な関係を仮定したためであると考えられ

る．このような温度との関係が比較的単純な物性値を用い

たために，想定した値と非常に似た地温温度分布が出力さ

れたと考えられる. 比抵抗は, 温度のほかにも様々な因子

に影響されて変化するため, 位置情報と比抵抗だけで,は 
この方法を用いて温度推定を行うと精度が低下することが

分かった.  
 
4．まとめ 
ニューラルネットワークのチューニングと, 入力データ

に位置情報・比抵抗・地震波速度を適用して, どの計算モデ

ルが地中温度分布を高い精度で出力できるか, また未知の

温度を推定できるかについて議論を行った. パーセプトロ

ン 20 個の計算モデルにおいてコスト関数, RMS残差ともに

小さくなることが分かった. また, 地震波速度を追加して

入力データを標準化して温度を推定し, 入力データの組み

合わせについて議論した. 地震波速度を追加すると, 推定

温度は合成温度と良い一致を示した. 今後は, 地震波速度

を温度以外の作用も追加して再度温度を推定する, あるい

はディープラーニングと異なる機械学習の適用を検討して

いく必要があると考える.また実際の温度データや物理探査

データに対して本手法の適用を行う予定である． 
 

 
第１図 作成した地温分布．点線部の温度は学習には 

使用していない 
 

 
第 2 図 入力データの一つである比抵抗(logρ)分布 
 

 
第 3 図 Cost function & RMS misfit (logρ追加) 

 

 
第 4 図 地温分布の推定 (x, z, logρを入力に使用) 
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